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Clasificación

Objetivo

A partir de Dn = {(X1, Y1), (X2, Y2), . . . , (Xn, Yn)} i.i.d. de (X, Y) ∈ F × {0, 1} construir un
predictor g : F → {0, 1}, que minimice P

(
g(X) 6= Y

)
.

Denotamos

1) η(x) = E(Y|X = x) = P(Y = 1|X = x) la función de regresión.

2) g∗(x) = I{η(x)>1/2} la regla de Bayes.

3) L∗ = P
(
g∗(X) 6= Y

)
riesgo de Bayes.

Si ηn(x) : F → [0, 1] y gn(x) = I{ηn(x)>1/2}, entonces

0 ≤ P(gn(X) 6= Y)− L∗ ≤ E|η(X)− ηn(X)|2.
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Notación y objetivos

Dn = (X n,Yn) ={(X1, Y1), . . . , (Xn, Yn)} una muestra de (X, Y) ∈ S× {0, 1}, donde
S ⊂ Rd es compacto. Supondremos que son identicamente distribuidos pero no
necesariamente independientes.

Dl = (Xl,Yl) = {(X1, Y1) . . . , (Xl, Yl)} donde n� l es iid de (X, Y). Xl es conocida
pero las etiquetas Yl son desconocidas.

Objetivo

Minimizar

L(gl) := E
(1

l

l∑
i=1

I{i:gi(Xl)6=Yi}

)
.

Sea Gl el conjunto de los clasificadores gl : Sl → {0, 1}l. Definimos g∗l que minimiza L(gl).
El mı́nimo de L(gl) se obtiene con (g∗, . . . , g∗), l copias de g∗: sea (g1, . . . , gl) ∈ Gl,
i = 1, . . . , l,

P(gi(Xl) 6= Yi) = E
(

P
(
gi(Xl) 6= Yi|Xl \ Xi

))
≤ P(g∗(Xi) 6= Yi) = L∗
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Versión muestral

Queremos encontrar una sucesión gn,l = (gn,l,1, . . . , gn,l,l) dependiente de Dn y Xl, tal que

lim
l→∞

E
(1

l
#
{

i : gn,l,i(Xl) 6= Yi, (Xi, Yi) ∈ Dl
}∣∣Dn

)
− L(g∗l ) = 0 c.s., (1)

cuando n es fijo, y l→∞.

Denotamos
Ln(gn,l) = E

(
#
{

i : gn,l,i(Xl) 6= Yi, (Xi, Yi) ∈ Dl
}
|Dn
)
. (2)
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Versión muestral

En cada paso vamos a incorporar (Xi, Ỹi) a Dn. En el paso i tenemos

Ti−1 = Dn ∪ {(Xj1 , Ỹj1 ), . . . , (Xji−1 , Ỹji−1 )}, T0 = Dn.

Zi = {X1, . . . ,Xn} ∪ {Xj1 , . . . ,Xji}.
Sea hl → 0, gn+i−1 ∈ G1 son clasificadores por núcleos (uniformes) y ventana hl, construidos
con Ti−1.

Para cada Xj ∈ Xl \ {Xj1 , . . . ,Xji−1}, la versión empı́rica η̂i−1 de η basada en Ti−1, es

η̂i−1(Xj) =

∑
r:(Xr,Yr)∈Dn YrIB(Xj,hl)(Xr) +

∑
r:(Xr,Ỹr)∈Ti−1\Dn ỸrIB(Xj,hl)(Xr)∑

r:(Xr,Yr)∈Ti−1
IB(Xj,hl)(Xr)

.
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Algoritmo

Inicio: (η̂0(X1), . . . , η̂0(Xl)), Z0 = X n.

1 ≤ i < l: Dado η̂i−1(Xr) para todo Xr ∈ Xl \ Zi−1.

Sea Xji ∈ Xl \ Zi−1 tal que #{Zi−1 ∩ B(Xji , hl)} > 0,

ji = arg max
j:Xj∈Xl\Zi−1

max
{
η̂i−1(Xj), 1 − η̂i−1(Xj)

}
. (3)

Si hay mas de un ji que cumple (3), elegimos el que maximiza #{Xl ∩ B(Xji , hl)}.

Ỹji := gn+i−1(Xji )

gn+i−1 usando Ti−1 = Dn ∪ {(Xj1 , Ỹj1 ), . . . , (Xji−1 , Ỹji−1 )} y hl.
Actualizar:
Zi := Zi−1 ∪ Xji .
Ti := Dn ∪ {(Xj1 , Ỹj1 ), . . . , (Xji , Ỹji )} y calcular η̂i(Xr) con Xr ∈ Xl \ Zi.

Salida {(Xj1 , Ỹj1 ), . . . , (Xjl , Ỹjl )}.
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Hipótesis

I1 =η−1((1/2, 1]) I0 = η−1([0, 1/2))

Aδ1 =I1 	 B(0, δ) Aδ0 = I0 	 B(0, δ)

Bδ1 =I1 ∩ B(I0, δ) Bδ0 = I0 ∩ B(I1, δ)

H0) S es estandard

H1) PX(I1) > 0, PX(I0) > 0, conexos con borde una variedad (d − 1)-dimensional C2.

H2) PX(η
−1(1/2)) = 0.

H3) H1 y bordes C3

H4) Sea hl → 0 tal que lh2d
l / log(l)→∞. (X, Y) satisface H4 si PX tiene densidad f ,

continua tal que para todo δ > 0 existe γ = γ(δ), tal que

f (x)− f (y) > γ > 0 for all x ∈ (Bδ1 ∪ Bδ0 )
c and all y ∈ (Bhl

1 ∪ Bhl
0 ), (4)

para l suficientemente grande tal que 2hl < δ

H5) Y i = g∗(Xi) for all (Xi, Y i) ∈ Dn, y existen (Xr, 0) ∈ Dn y (Xs, 1) ∈ Dn with
Xr,Xs ∈ (Bδ0

1 ∪ Bδ0
0 )c, para algún δ0 > 0.
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Sobre las hipótesis

H5, La muestra inicial tiene que estar bien ubicada: Sean X|Y = 0 ∼ N(0, 1),
X|Y = 1 ∼ N(1, 1) y empezar en {(0.4, 1), (0.6, 0)}.
H4: X|Y = 0 ∼ U([0, r]× [0, 1]), X|Y = 1 ∼ U([r, 0]× [0, 1]) es indistinguible de
X|Y = 0 ∼ U([0, r′]× [0, 1]) y X|Y = 1 ∼ U([r′, 0]× [0, 1]).
H1, H3, Conexidad:

Figure: Los 0 se representan como cuadrados y los 1 como cı́rculos. Dn puntos con relleno.
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Ejemplos

Denotamos C = {(x, 1/2 sin(kx)) : −1 ≤ x ≤ 1}. Generamos l/3 iid U[−1, 1]2, nos
quedamos con los que están en BdH (C, .15) ∩ [−1, 1]2. Generamos l en U[−1, 1]2 y nos
quedamos con los que están en BdH (C, .15)c ∩ [−1, 1]2

Figure: k = 4, hl = 0.148, l = 2400. Rojos son clasificados como 1, azules como 0. La muestra inicial en
magenta
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Ejemplos

Denotamos C = {(x, 1/2 sin(kx)) : −1 ≤ x ≤ 1}. Generamos l/3 iid U[−1, 1]2, nos
quedamos con los que están en BdH (C, .15) ∩ [−1, 1]2. Generamos l en U[−1, 1]2 y nos
quedamos con los que están en BdH (C, .15)c ∩ [−1, 1]2

Figure: k = 8, hl = 0.148, l = 2400. Rojos son clasificados como 1, azules como 0. La muestra inicial en
magenta



Aprendizaje supervisado Semi-supervisado

Ejemplos

Denotamos C = {(x, 1/2 sin(kx)) : −1 ≤ x ≤ 1}. Generamos l/3 iid U[−1, 1]2, nos
quedamos con los que están en BdH (C, .15) ∩ [−1, 1]2. Generamos l en U[−1, 1]2 y nos
quedamos con los que están en BdH (C, .15)c ∩ [−1, 1]2

Figure: k = 12, hl = 0.148, l = 2400. Rojos son clasificados como 1, azules como 0. La muestra inicial en
magenta
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Some theoretical results

Proposición

Supongamos H0 y H1, si S ⊂ Rd es compacto, d ≥ 2. PX con densidad continua f . Si hl → 0
tal que lhd

l / log(l)→∞, entonces, con probabilidad uno, para l suficientemente grande todos
los puntos en Xl son clasificados por el algoritmo.

Lema

Supongamos H0, H1 y H2, Dn = (X n,Yn) tal que Y i = 1 si y solo si g∗(Xi) = 1. Sea
{(Xj1 , Ỹj1 ), . . . , (Xjl , Ỹjl )}. Sea hl → 0 tal que lhd

l / log(l)→∞. Sea i el primer ı́ndice tal que
g∗(Xji ) 6= gn+i−1(Xji ).

1) si η(Xji ) > 1/2 entonces, B
(
Xji , hl

)
∩ η−1

(
[0, 1/2)

)
6= ∅ para todo n, c.s.

2) si η(Xji ) < 1/2 entonces, B
(
Xji , hl) ∩ η−1

(
(1/2, 1]

)
6= ∅ para todo n, c.s.

Proposición

H2, H3, H4 y H5. Sea i el primer ı́ndice tal que g∗(Xji ) 6= gn+i−1(Xji ). Entonces, con
probabilidad 1, para todo δ > 0 existe l0 tal que si l > l0, i > #

{
Xl ∩ B(η−1(1/2), δ)c

}
.
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Consistencia

Theorem

Bajo H0, H2, H3, H4 y H5., para todo n > 2,

lim
l→∞

E
(1

l
#{i : gn,l,i(Xl) 6= Yi, (Xi, Yi) ∈ Dl}

∣∣Dn
)
− L(g∗l ) = 0 c.s., (5)
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