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Algunos datos en variedades

Datos en variedades - Mediciones de viento

Una medición de viento se puede ver como un dato en el cilindro: una dirección en S1 y una
intensidad en R+, Cholaquidis et al. (2022b)



Algunos datos en variedades

Cono de matrices definidas positivas

Cr matrices simétricas r × r definidas positivas.

1.

Incluye matrices de covarianza no degeneradas.

Se puede definir en Cr ,
ρ(A, B) = || log(A−1/2BA−1/2)||.

donde es ||A||2 = traza(ATA), y resulta una variedad diferenciable, ver Bonnabel and
Sepulchre (2010); Cholaquidis et al. (2022a),

Si queremos predecir una matriz de covarianzas no cualquier método de regresión va a
resultar adecuado, ya que podrı́a dar una matriz que no sea definida positiva.

1Recordar que M es def. positiva si vTMv > 0 para todo v, donde vT denote vector transpuesto
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Algunos datos en variedades

Datos en variedades -Vectocardiogramas
Se obtiene de los electrodos una curva, que se resume en un elemento de S(3, 2): bases
ortonormales de planos en R3, ver Cholaquidis et al. (2022b)



Algunos datos en variedades

Imágenes como datos en espacios métricos

En este caso podemos trabajar en (M, dH) con M los subconjuntos compactos de algún e.m.,



Algunos datos en variedades

La esfera
Un modelo de regresión en la esfera (ver Mardia et al. (2000)):

Yi ∼ M

(
η + βXi

∥η + βXi∥
, κ

)
, i = 1, 2 . . . , 400

M es la distribución de Von-Misses en la esfera2, Xi ∼ U(−1, 1) iid.

Figura: η = (1, 0, 0),β = (0, 0, 1), y κ = 200. Se representan 400 puntos Yi en rojo. Los puntos en azul
pertenecen al borde de la banda teórica de confianza 90 % para Xi = 0. Los puntos en verde pertenecen a la
estimación de dicho conjunto.

2su densidad es f (x;µ, κ) = C exp(κµT x), x ∈ S2



Algunos datos en variedades

Algo de irrupción en la economı́a

Detecting strange attractors in turbulence
Pasan de un proceso (o serie de tiempo) a una variedad, usando un Teo de Florins Takens (1981).

Toman M = R, donde ti = t0 + iδ, para i = 0, . . . ,m− 1 y φ(t) = t + δ. y(t) = X(t) el proceso
(o serie de tiempo) en t.
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Regresión en Rd

Regresión en Rd

Dada (X, Y) ∈ Rd × R queremos saber cómo la variable de respuesta Y depende del vector
de observaciones X .

. . .o un poco menos: una f : Rd → R tal que f (X) sea una buena aproximación de Y .

La f medible que minimiza E|f (X)− Y |2 es E(Y |X = x) = f (x).

El modelo de regresión clásico con ruido aditivo es Y = f (X) + ϵ con E(ϵ|X) = 0.

Los métodos clásicos de regresión (k-nn, Kernel, redes neuronales, RF, etc) aproximan
E(Y |X = x) a partir de una muestra iid de (X, Y).

Se pueden extender a X y/o Y ∈ H con H de Hilbert de manera natural y existen diversos
resultados de consistencia.

El caso Y ∈ {1, . . . , K} se llama clasificación, se busca minimizar P(f (X) ̸= Y).

Algunas preguntas...
¿Tiene interés el caso Y ∈ M con M una variedad?

Más general ¿Y en un espacio métrico ?

¿Que serı́a E(Y |X = x) cuando Y ∈ M?

¿Que es E(Y) si Y ∈ M?... media de Fréchet.
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Regresión en variedades

Algunas problemas técnicos

Problemas si (M, dM) es un e.m

Definir E(Y |X = x) con R.N requiere poder definir E(Y IX∈B) para B boreliano de Rd .

La media de Fréchet: E(Y) = argmin z∈M E(dM(Y , z)2) no tiene por qué existir o ser única.

Figura: La media de Fréchet en la esfera es cualquier punto del Ecuador, si los datos son el polo norte y el
polo sur. Si PY es uniforme en S2 su media es toda la esfera.

Si f (x) = E(Y |X = x) minimiza E|Y − g(X)|2 entre las g : Rd → R medibles, es razonable
proponer.

E(Y |X = x) = argmin
g:Rd→M

EdM(Y , g(X))2

No está claro en que casos existe o es única...por lo tanto ¿Qué queremos estimar?
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Regresión en variedades

Algunas soluciones técnicas

Si M es compacta y C2⇒E(Y |X = x) existe, no tiene por qué ser única.

Si suponemos que existe fY|X := fY,X/fX la densidad de PY|X , definimos

E(Y |X = x) = argmin
y∈M

∫
M
dM(y, z)2fY|X=x(z)dz.

Si M tiene curvatura ≤ 0 o PY|X=x esta incluida en B(p, ℓ)

ℓ <
1
2
ḿın

{
inj(M),

π

2
√
∆

}
,

∆ : cota superior de la curvatura seccional, inj(M) radio de inyectividad de M.

Algunas preguntas y problemas
1. ¿Qué tan restrictivo es suponer ∃! E(Y |X = x)?

2. Estudiar casos particulares de M y PY|X donde ∃! E(Y |X = x)

3. Se puede hacer regresión sin estimar E(Y |X = x). . .si
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1. ¿Qué tan restrictivo es suponer ∃! E(Y |X = x)?

2. Estudiar casos particulares de M y PY|X donde ∃! E(Y |X = x)

3. Se puede hacer regresión sin estimar E(Y |X = x)

. . .si
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Algunas soluciones técnicas

Si M es compacta y C2⇒E(Y |X = x) existe, no tiene por qué ser única.

Si suponemos que existe fY|X := fY,X/fX la densidad de PY|X , definimos
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k-nn
Sea Dn = {(X1, Y1), . . . , (Xn, Yn)} iid de (X, Y) y k ∈ N+,

1. Ordenamos las Xi : dN(x, X1(x)) < · · · < dN(x, Xn(x))

2. Denotamos Y1(x), . . . , Yk(x) las etiquetas de los k vecinos de x

3. Definimos el estimador

φ̂k(x) = argmin
y∈M

1
k

k∑
i=1

d2
M(y, Yi(x)) = argmin

y∈M
Ĉk,x(y)

donde

Ĉk,x(y) =
1
k

k∑
i=1

d2
M(y, Yi(x)).

El objetivo es probar la consistencia de k-n.n cuando (X, Y) ∈ N × M,N,M variedades.

Una propuesta análoga se puede hacer con Kernel...
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Ĉk,x(y)

donde
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Algunas hipótesis sobre las distribuciones

H1
(X, Y) ⊂ N × M satisface H1 si para todo x ∈ supp(PX) existe y es única E(Y |X = x) .

H2
Si para todo x ∈ supp(PX) , y ∈ M,

Cx(y) =
∫
z∈M

dM(y, z)2fY|X=x(z)dz.

(X, Y) ⊂ N × M satisface H2 si existe a > 0, tal que, en un entorno U de y∗ = E(Y |X = x),

Cx(y) ≥ Cx(y∗) + adM(y, y∗)2 para todo y ∈ U

H3
(X, Y) ⊂ N × M satisface H3 si existen r0 > 0 y L > 0, tal que para todo x, x′ ∈ supp(PX) con
∥x − x′∥ < r0 se cumple

W2(PY|X=x,PY|X=x′ ) ≤ L∥x − x′∥ (1)

Si existe Tx′→x : M 7→ M tal que Tx′→x#(PY|X=x′ ) = PY|X=x y ∀z ∈ M,
dM(z, Tx′→x(z)) ≤ L0∥x − x′∥ ⇒ se verifica (1) con L = L0.
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Ejemplos

Generaliza el caso clásico
M = R y dM(a, b) = |a− b|.

Y = φ(X) + ε

donde Y ∈ R, X ∈ RDX , ε|X = x ∼ N (0, σ2
x ).

Si φ(x) es Lipschitz y x 7→ σx es Lipschitz ⇒ se cumplen H1, H2, H3 y además

E(Y |X = x) = φ(x).
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Algunos resultados

Teorema
Sean N y M C2 y compactas. Supongamos soporte(X, Y) ⊂ N × M. Denotamos dX la dimensión
de N.

Supongamos que PX es estándar respecto de ν la medida de Hausdorff en Na.

Supongamos H1, H2 y H3, si kn = cn
dX
dX+2 entonces

E

(∥∥∥φ̂kn (x)− E(Y |X = x)
∥∥∥2
)

= O
(
n
− 1

2
dX
dX+2

)
.

aexiste ϵ0 > 0 tal que PX (B(x, ϵ)) ≥ cν(B(x, ϵ)) para todo x ∈ supp(PX ), 0 ≤ ϵ < ϵ0
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Por donde va la prueba

Sea x ∈ N, ε > 0 y ϕ una densidad con soporte(ϕ) ⊂ B(x, ε).

Entonces,

(
√

Cx(y)− Lε)2 ≤ Cϕ
x,ε(y) ≤ (

√
Cx(y) + Lε)2,

donde Cϕ
x,ε(y) =

∫
B(x,ε) ϕ(u)Cu(y)du.

Lo vamos a aplicar a

ϕε(u) =
fX(u)

PX(B(x, ε))
IB(x,ε)(u),

Hoeffding mediante, si Λ = diam(M), se puede probar

P

∣∣∣Ĉkn,x(y)− C
ϕrn(x)
x,rn(x)

(y)
∣∣∣ ≥ ∆

√
log(kn)

2kn

 ≤
2
kn

(2)

donde rn ≤ (kn/n)DX , y N ⊂ RDX .
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El abc
Intercambiabilidad: para toda permutación π de {1, . . . , n},

(X1, . . . , Xn) = (Xπ(1), . . . , Xπ(n))

en distribución, donde Xi ∈ Z .

Medida de no conformidad:
A(Bn, z) : Zn × Z → R

A invariante por permutaciones. Evalúa cuán diferente es un ejemplo z de un conjunto
Bn = {X1, . . . , Xn}

Definimos

Ri := A (Bn ∪ {z} \ Xi, Xi) i = 1, . . . , n

Rn+1 := A (Bn, z)

π(z) :=
1

n+ 1
#

{
i = 1, . . . , n+ 1 : Ri ≥ Rn+1

}
Para α ∈ [0, 1]

γα(X1, . . . , Xn) := {z ∈ Z : π(z) > α}.

Proposición [Vovk et al. (2005)]

P
(
Xn+1 ̸∈ γα(X1, . . . , Xn)

)
≤ α.
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En regresión

Dada Bn = {Zi = (Xi, Yi)} iid de Z = (X, Y) buscamos Cn(x), condicionalmente válidos:

P
(
Y ∈ Cn(x) | X = x

)
≥ 1 − α.

Si existe p(y|x) estamos estimando

CP(x) = {y : p(y|x) ≥ tα(x)} (3)

donde tα(x) es tal que ∫
1{p(y|x)≥tα(x)}p(y|x)dy = 1 − α.

Medidas de no conformidad
η̂(x) un estimador de E(Y |X = x), en cuyo caso Ri := η̂Bn∪{(x,y)}\Zi (Xi)

p̂(x) un estimador de pY|X(x), en cuyo caso Ri = p̂Bn∪{(x,y)}\Zi (Xi). Cholaquidis et al.
(2024)

γα(Z1, . . . , Zn) := {y : π(x, y) ≥ α}.
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